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Osszefoglalis — A gépi tanulis manapsig egyre nagyobb
teret hédit a hétkéznapi életben. Az egészségiigyi
alkalmazasokon at, gépi latasban, ajanlé rendszerekben,
kiilonb6z6 virtualis asszisztensekben, beszédfelismerd,
beszédszintetizalé, fordité alkalmazasokban, valamint a
leghétkoznapibb dolgokban is talalkozhatunk gépi tanulas és
mesterséges intelligencia algoritmusokkal. A mindennapi
alkalmazasokon til egyre nagyobb hangsuly keriil az ipari
felhasznalasra. A kutatas-fejlesztésben, az
anyagtudominyban, robotikiban, illetve az Ipar 4.0
terjedésének és a digitalizacionak koszonhetéen a gyartasban
is egyre tobb gépi tanuldsra épiil6 rendszer Kkeriil bevezetésre.
A Kiilonboz6 érzékelok, méroatalakitok és méroberendezések
altal eléallitott nagy adathalmaz kivalé kiindulasi alapot
biztosit a berendezések és termékjellemzok vizsgalatara, nem
ismert dsszefiiggések feltarasra. A tanulmanyban példikon
keresztiill bemutatasra keriilnek a mesterséges intelligencia
algoritmusok lehetséges felhasznaliasi moédjai gyartasban,
valamint egy hibadetektalasi eljaras, melynek kovetkeztében
a motorszerelde termelékenysége novelhetd, illetve a kritikus
szerelési hibak elkeriilhetoek. A bels6égésii motorok
fotengelyeinek atforgatasi nyomaték méréseit mesterséges
intelligencia  algoritmussal elemezve nem  ismert
osszefiiggések keriiltek feltarasra, melyek alapjan az
osszeszerelési folyamat korai szakaszaban detektalhaté az
idegen anyag jelenléte a csapagyakon és a fotengelycsapokon.
A hiba korai felismerésével elkeriilheté valik az
utomunkazandé motorok felesleges tovabbépitése.

Kulcsszavak: gépi tanulas, mesterséges intelligencia, neuralis
halozatok, belsdégésti motor, hibadetektalds, digitalizacio, Big
Data, ipar 4.0, gyartas, gyartasoptimalizalas, mindségbiztositas

Abstract — Nowadays the machine learning algorithms
gains more and more ground in everyday life. Through
healthcare applications, machine vision,
recommendation systems, various virtual assistants,
speech recognition systems, speech synthesizers,
translator applications and even in the most common
things we can encounter machine learning and artificial
intelligence algorithms. In addition to everyday usage,
an increasing emphasis is placed on industrial use. In the
field of research and development, materials science,
robotics and thanks to the spread of Industry 4.0 and
digitalization, more and more machine learning based
systems are being introduced in production. The large

dataset produced by various sensors, measuring
transducers and measuring devices provides an
excellent starting point for examining equipment and
product features, and to find any unknown connections
between features. This paper gives examples of possible
ways of using machine learning algorithms in
manufacturing, as well as an error detection method,
which can lead to increased production rate and avoid
critical assembly errors. Measurements of the
crankshafts turning torque of internal combustion
engines and inspection them by machine learning
algorithm revealed unknown correlations that allow the
foreign material to be detected on the bearings and the
crankshafts at an early stage of the assembly process,
thus unnecessary further work can be avoided.

Keywords: machine learning, artificial intelligence, neural
networks, internal combustion engine, fault detection,
digitalization, Big Data, Industry 4.0, manufacturing,
manufacturing optimization, quality assurance

1 BEVEZETES

Napjainkban egyre nagyobb hangsuly keriil a kiillonb6z6
gépi tanuldsi algoritmusokra és szamitasi intelligencia
megoldasokra épiilé eszkozokre €s szolgaltatasokra. Az
internet széleskort elterjedésének, a ko6zosségi platformok
népszertiségének €s az egyéb online szolgaltatasoknak hala
rengetegek adat all a rendelkezésiinkre, melyek a
mesterséges intelligencia algoritmusok fejlesztéséhez €s
tanitdsahoz  elengedhetetlen. Ennek  kovetkeztében
els6sorban az online vildgban, valamint a szérakoztatd és
fogyasztoi elektronikai eszkozokben terjednek ezek a
megoldasok a leggyorsabban. Az Ipar 4.0 terjedésének
kdszonhetden azonban egyre nagyobb lehetdségek tarulnak
fel a mesterséges intelligencia (MI) ipari felhasznalasara is.
A terepi szinttdl a vallalatiranyitasi rendszerekig egyre tobb
és tobb eszk6z kapcsolodik vallalati halézatokhoz. Az IoT
(Internet of Things, a dolgok internete) eszkozok,
kiilonb6z6 mérdberendezések és szenzorok a nap
huszonnégy orajaban generaljak az adatokat, és az igy
1étrejové adathalmaz, egy ugy nevezett Data Lake kivald
alapot kinal az MI modszerekkel valo kisérletezésre.

A bels6 égésti motorok és kiilonbozé alkotd elemeinek
gyartasa, valamint Osszeszerelése soran rengeteg mérési
adat keletkezik. A mérési eredmények kiértékelése és
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ellenérzése elengedhetetlen a szigora gyartasi és mindségi
eléirasok betartasahoz. Az autdiparban a sorozatgyartas
természete miatt, valamint a torvényi el6irasoknak
koszonhetéen tobb  évre visszamendleg, hatalmas
mennyiségben allnak rendelkezésre a kiilonféle mérési és
egyéb adatok, feljegyzések.

A munkdmban a gyartasi folyamat soran keletkezett
nagy adathalmazra ¢épiil6, az iparban Ilehetségesen
hasznalhatd modszerek felkutatasara ¢és gyakorlati
alkalmazasara Osszpontositottam, kiilonds tekintettel a
fotengelyek atforgatdsi nyomatékok és a csapagykarral jaro
motorhibak kozotti lehetséges 0sszefliggések feltarasara. A
cikkben tehat az adott kérdéskorben alkalmazott
madszerek, illetve eredmények keriilnek bemutatésra.

2 ANYAG ES MODSZER

Ebben a fejezetben a felhasznalt adatok, az adatok
eléfeldolgozasa, a fejleszt6i kornyezet és az alkalmazott
gépi tanulasi modszerek keriilnek bemutatasra, mint a K-
atlag, fokomponens analizis (PCA), linedris
diszkriminancia-analizis (LDA), DBSCAN és az LSTM
neuralis halozatok. A k-atlag, a PCA, az LDA ¢és a
DBSCAN a feliigyelet nélkiili gépi tanulasi modszerek
kozé tartozik, melyeket elsésorban adatbanyaszatra
hasznalnak, az LSTM pedig hasznalhato feliigyelet és
feliigyelet nélkdili tanulasra is.

A felsorolt modszerek, eredményeik ¢és egymadsra
épiilésiik a 3. fejezetben keriilnek bemutatasra.

2.1 A fejlesztoi kornyezet

Az adatok eldfeldolgozasara ¢és az algoritmusok
implementalasara egyarant a gépi tanulasban egyre
nagyobb népszertiséget 6rvendd programnyelvet, a Python
3.6.6-0s verzidjat hasznaltam. Az adatok formdazasara,
eléfeldolgozasara és megjelenitésére a numpy [1], a pandas
[2] és a matplotlib.pyplot [3] modulokat, illetve a gépi
tanulashoz és a klaszterezéshez a scikit-learn 0.20.0 [4] és
a TensorFlow 1.12 [5] csomagokat hivtam segitségiil.

2.2 A felhasznalt adatok

Munkam soran egy motorszerelde terepi méréseit €s
egyéb  reklamdacids,  valamint = mindségbiztositasi
feljegyzéseit elemeztem és értékeltem ki a gépi tanulasi
modszerek segitségével.

A gyartasi folyamat egy szakaszaban a motorblokkba
beépitésre keriilnek a fétengelycsapagyak, a fétengely, a
hatokarok, hajtokarcsapagyak, dugattyitk és egyéb
alkatrészeik, tomitéseik. A szerelési folyamat végeztével
egy automata mérdberendezés szaz szazalékban megméri
az elkésziilt motorokban a fbtengelyek atforgatasi
nyomatékat. A mérés soran a berendezés rakapcsolodik a
fotengelyre és egy villamos motor segitségével megforgatja
azt. Forgatds kozben a villamos motor aramfelvételébol
kiszamitja az  egyes  szOghelyzetekhez  tartozo
nyomatékértékeket. A mérés kozben harom teljes
koérbefordulas soran, 5,4 fokonként, Osszesem kétszaz
ponton keriilnek az adatok tarolasra. A mérdberendezés
csak azt vizsgalja, hogy a nyomaték a mérés sordn egy
minimum-maximum toleranciaablakon beliill maradjon, a
gorbe lefutasabol, jellegébdl nem von le kovetkeztetést. A
mérés soran a szoghelyzet-nyomaték parokon tul tarolasra
kertil a motor egyedi azonositdészama, a mérés idopontja, a
mérdprogram szama, a mérésre vonatkoz6 diagnosztikai
adatok és a mérés kimenetelének eredménye.

A kutatashoz a 2016-0s és, egy adott motortipushoz
tartoz0 mérési eredményeit hasznaltam fel. Az
eléfeldolgozas utan oOsszesen 141351 mérés Kkeriilt
kiértékelésre. Egy tipikus atforgatasi nyomaték mérés
eredménye az /. dbrdn lathato.
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1. abra: Tipikus atforgatasi nyomaték gorbe

2.3 Az adatok eldfeldolgozasa

Az adatok el6feldolgozasa soran sziikség volt az
ismétlédé adatok, a hidnyos és hibas bejegyzések
eltavolitdsara, valamint a tablazatok megfeleld formara
hozasara [6]. Az adatok vizsgélata soran csak a ,,jo”
eredményli mérésekkel folytattam a munkat, tehat a
mérések azon halmazat vizsgaltam, mely tartalmazza
ellendrzésen potencialisan tuljutd hibas motorokat.

Az clofeldolgozas soran az adatok normalizalasra
[7]1[8] is keriiltek. A 200 dimenzids bemeneti vektorokat
egyenként egységnyi normajuva skalaztam a scikit-learn
és az L.2-norma segitségével.

2.4 K-atlag

Az adatokban fellelhetd6 mintdzatok, csoportok
felderitésére a K-atlag algoritmust egy tovabbfejlesztett
valtozatat, a k-atlag++ algoritmust hasznaltam [9]. A k-
atlag tigy osztalyozza a mintakat, hogy azokat C kiilonalld
csoportba sorolja ugy, hogy a klaszteren beliili tdvolsagok
négyzetdsszegét, az  ugynevezett  tehetetlenséget
minimalizalja:

o min ([l — u°) (1)

Hj

Minden klasztert az atlagos | jellemezi, melyet
centroidnak hivnak. A tehetetlenség, melyet szokas
inercianak is nevezni, egy nem normalizalt mérték: csak azt
tudjuk, hogy az alacsonyabb értékek jobbak és a nulla az
optimalis. Ezt kihasznalva hataroztam meg az adatokban
fellelhet6 és elkiilonithetd csoportok idealis szamat. Iterativ
modon noveltem a feltételezett csoportkdzéppontok
szamat, majd minden egyes lépésben az algoritmus
kiszamolta a teljes mintdra vonatkozd inerciat. Addig
noveltem a csoportok szamat, mig az inercia nem
teljesitette azt a kritériumot, hogy egy ujabb csoport
hozzaadasa esetén szamottevéen mar nem csokken az
inercia értéke.

Fontos megjegyezni, hogy nagyon magas dimenzioju
terekben az euklideszi tavolsagok inkéabb felfujodnak (ez az
ugynevezett ,,dimenzitds atok”). Egy dimenziocsokkentd
algoritmus, példaul a PCA futtatasa a k-atlag algoritmus
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eldtt enyhitheti ezt a problémat, valamint felgyorsithatja az
algoritmus futasat.

2.5 PCA

A gépi tanulasban ¢és  adatbanyaszatban a
dimenziocsokkentés ¢és informacié kinyerés egyik
lehetséges mddja a PCA (Principal Component Analysis).

A PCA vagy fokomponens analizis [10] egy
tobbvaltozos statisztikai eljaras. A PCA 1ényege, hogy egy
nagy adathalmazt, melynek  valtozdi  kdlcsonds
kapcsolatban allnak egymassal, dimenzidit lecsdkkentse,
mikdzben az adathalmaz varianciajat a lehetd legjobban
megtartja. A dimenziocsokkentést ugy hajtja végre, hogy
egy ortogonalis transzformacio segitségével az adathalmaz
lehetségesen  korrelaltathatd ~ valtozoit  linearisan
korrelalatlan valtozok értékkészletévé alakitja at. Ezeket a
komponenseket ~ fékomponenseknek  neveziink. A
fokomponensek szama kisebb vagy egyenlé az eredeti
valtozok szamaval.

Az adatok gyorsabb feldolgozasdhoz és egyszerli
abrazolasahoz a PCA-t alkalmaztam, mint
dimenzidcsokkentd eljaras. A 200 dimenzids vektorokbol 2
dimenzids vektorokat készitettem ugy, hogy a két
legnagyobb varianciaji fokomponenst tartottam meg.
Ezeket az adatparokat aztan egy pontdiagramon
abrazoltam, illetve segitségiikkel meghataroztam a
klaszterek idealis szamat.

A pontdiagramon egyes egyedek jellegzetes eltérést
mutattak az atlagos mintakhoz képest. Ezek a pontok a
csoportjaik kdzéppontjatol tavol, szértan helyezkednek el.

2.6 Linearis diszkriminancia-analizis

A PCA egyik alternativédja, a vele kozeli rokonsagban
allo linearis diszkriminancia-analizis (LDA) [11]. Az LDA
a fuggetlen valtozok olyan linearis kombinacidjat képes
megtalalni, amely a fliggd valtozd alapjan kialakitott
csoportokat a lehetd legjobban megkiilonbozteti.

Az LDA a diszkrimindlasnak kdszonhetéen a térben
jobban elkiilloniti az egyes pontokat, ezért az adatok
abrazolasanal az alkalmazasa célszer(ibb lehet, mint a PCA
hasznalata. A moédszer segitségével pontosabban sikertilt
feltarni az egyes csoportokban rejlé szElséséges egyedeket,
melyek a késdbbi vizsgalatok alapjat képezik.

Az LDA elsé 1épése a diszkrimindld fiiggvény(ek)
kiszamitasa. A fliggvények szama ugy szamithato ki, hogy
a fliggd valtozo lehetséges kimeneteleinek szama -1 és a
fiiggetlen valtozok szdméanak a minimumat vesszik. A
diszkriminald figgvény altalanos:

Dj=doj + dijxi + doxo + ... + Dygxxc )

ahol j az adott fliggvény sorszama, az x;-k a mért fliggetlen
valtozok, do konstans, a dj a xi mért valtozok j-edik
diszkrimindlé fliggvényhez tartozd egyiitthatéja. A
figgvény akkor optimalis, ha a fiiggd valtozo altal
meghatarozott csoportok kozotti kiils négyzetdsszeg €s a
csoportokon beliili négyzetdsszeg hanyadosa maximalis.
Az algoritmus hatranya, hogy sziikséges megadni, hany
csoportba kivanjuk az adataikat sorolni, ezért alkalmazasa
el6tt sziikkséges felderiteni a mintadban rejlé csoportokat,
példaul a k-atlag és a konydok modszer segitségével.

Az LDA algoritmus a PCA-val egyiitt a scikit-learn
csomagban keriilt megvalositasra.

2.7 Szélsoséges egyedek vizsgdlata

Az adatokban feltart szélsdségek elemzése soran arra
lettem figyelmes, hogy a nyomatékgorbék lefutasa
bizonyos esetekben jellegzetes képet mutat.

Mivel nagymennyiségii adattal dolgoztam a szélsGséges
egyedek manualis szelektalasa és vizsgalata rendkiviil
id6igényes feladat lett volna, ezért sziikségem volt egy
megoldasra, amely  segitségével automatikusan
kivalogathattam a feltiiné egyedeket.

Az adatok gépi felcimkézésére a DBSCAN algoritmust
valasztottam, a hibas egyedek detektalasara pedig az LSTM
neuralis halozatokat.

2.8 DBSCAN

A k-atlag, a PCA ¢és az LDA algoritmusok
eredményeinek a tovabbi vizsgalatdhoz a gépi tanuldsban

az egyik legelterjedtebb klaszterezd algoritmust, a
DBSCAN-t hasznaltam fel.

A DBSCAN, azaz a Density Based Spatial Clustering of
Applications with Noise [12] egy strliség alapt
klaszterezési eljaras. A térbeli ponthalmazt a pontok
egymashoz  viszonyitott  elhelyezkedésiik  (térbeli
stirGiségiik) alapjan csoportositja. A térben slirin
elhelyezkedd, egymashoz kozeli pontokat egy klaszterbe
sorolja, mig a térben ritkdbban, a sokasagtol tavol
elhelyezked6 pontokat zajként osztalyozza az algoritmus.
Az eljaras egyik elénye, hogy nem sziikséges megadni a
keresett csoportok szamat, csupan azt az epszilon tavolsag
hatarértéket, mely az egyes csoportokon belill a pontok
egymashoz viszonyitott maximalis tavolsagat adja meg. Az
epszilon megfeleld6 megvalasztasaval automatikusan
zajként osztalyozhatdak az anomaliat tartalmazo egyedek,
melyek az osztalyuk kozéppontjatdl tavol, ritkabban
helyezkednek el.

A k-atlag és az LDA algoritmusok altal feltart
csoportokat  egyenként  vizsgaltam a DBSCAN
segitségével. Az eljaras a scikit-learn csomagban
implementalasra keriilt, mikodésének részletes leirasa
Martin et. al [12] munkajaban olvashato.

2.9 Long Short-Term Memory (LSTM) halozat

A munkam soran vizsgalt adatoknak kevesebb, mint 2%-
a tartalmaz jellegzetes anomaliat, ezért klasszikus neuralis
halo alapu osztalyozashoz nem all rendelkezésre elegendd
,r0ssz” példa. A haldzat, ha az 6sszes rossz egyedet joként
osztalyozna, akkor is 98%-os pontossagot érne el.

A dimenzidcsokkent6 és klaszterez6 eljarasokkal feltart
anomalidkat egy tobbrétegi LSTM alapu iddsor
elérejelzéssel detektaltam [13]. A haldézatot csak a jo
mintakkal tanitottam, igy ha a bemenetére egy jo mintahoz
tartozo iddsort kapcsolunk, azt az algoritmus relative kis
hibaval, idében eltolva rekonstruélja azt kimenetén. A rossz
mintakhoz tartozé id6sorok esetén a rekonstrukcids hiba
nagy lesz, igy az eredeti és a rekonstrudlt minta kozotti
hibat kiszamitva a rossz egyedek detektalhatdak.

Az LSTM [14] vagy Long Short-Term Memory halézat
a rekurrens neuralis halézatok (RNN) egy tipusa. Az LSTM
halézatok idésorok osztalyozasara, elrejelzésére és
autoenkodernek hasznaljak.

Az LSTM elemi egysége valdjaban Onmaga is egy
tobbrétegli neuralis halozat, egy tovabbfejlesztett RNN. A
moédositasok elsddleges célja, hogy orvosolja az RNN-ek
esetében  fennallo, Ugynevezett ,eltling”, illetve
»felrobband gradiens” problémat [15], mely a halézatok
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rekurrens jellegébdl adodik. Az RNN halozatok tanitasakor
a visszaterjesztett hiba a belsé visszacsatolasok miatt
exponencidlisan csokkenhet, illetve ndhet, ezért a
halézatok tanitdsa rendkiviil iddigényes lehet, bizonyos
esetekben pedig nem is konvergal. Az RNN esetében
szintén probléma, hogy a hosszabb tavu fliggdségeket a
halézat nem tudja kezelni.

A probléma megoldasara az LSTM egységekben
bevezetésre keriilt egy memoria egység, mely szekvencialis
tanuldsnal a multbéli események eltirolasa miatt képes a
hosszu tavu fiiggdségek megtanulasara, illetve segitségével
kezelhet6vé valt a gradienssel kapcsolatos emlitett tanitasi
problémak is. A memoriaegység a bemeneti kapuja
segitségével képes eldonteni, hogy a visszacsatolt
informécidt hasznos-e és megtartsa, vagy torolje azt.

Az LSTM halozatoknak az 1997-es bemutatasa 6ta tobb
tovabbfejlesztett valtozata késziilt, munkdm soran viszont a
TensorFlow-ban  implementalt  eredeti  haldzatot
hasznaltam. A halozat miikodésének részletes leirasa Sepp
Hochreiter és Jirgen Schmidhuber munkajaban [14]
olvashato.

3 EREDMENYEK BEMUTATASA ES ERTEKELESE

A harmadik fejezetben az altalam felhasznalt modszerek
eredményei ¢és értékelésiik 1épésérdl 1épésre keriilnek
bemutatdsra. A nyers adatok csoportositasatol, az
anomalidk felfedezésén 4t jutunk el a hibas mérések
detektalasaig. Az adatok tisztitasara részletesen nem térek
ki, az alkalmazott metodika a hivatkozott irodalomban [6]
olvashat6.

3.1 Klaszterek szamanak meghatdarozasa a PCA és a k-
atlag algoritmus segitségével

A klaszterek szamanak meghatarozasa a 2.4 fejezetben
bemutatott k-atlag algoritmussal és az igynevezett konyok
modszerrel tortént. Az iterativ eljaras soran algoritmus az
minden iteracios 1épésben novelte a centroidok szamat €s a
(1) kifejezést minimalizalta. A kifejezés értékének
alakulasa a klaszterszdm fiiggvényében 2. abran, értekei
pedig az 1. tablazatban lathatdak.

Az 2. abrardl és az 1. tdblazatbol is leolvashato, hogy a
harmadik centroid hozzdadéasa utan a gorbe meredeksége
csokkend tendenciat mutat. Ugyan az inercia egy
meértékegység nélkiili metrika, de az elmondhat6 rola, hogy
a nulldhoz kozeli értékek jobbak. Célunk tehdt minél
jobban kozeliteni a nulla értéket. Fontos viszont
megjegyezni, hogy nem minden esetben célravezetd a nulla
koriili tehetetlenség elérése. Ha a minta nagy szorassal
rendelkezik (mint esetiinkben), tovabbi centroidok
hozz4adasaval az inercia csokkenthetd, &m a valésagban az
torténik, hogy minden egyes kilogo, szElséséges egyedhez
egy sajat csoportot illesztiink.

Inertia

1 2 3 4 5 6
Number of clusters (centroids)

2. dbra: Az inercia a centrodiok fliggvényében

1. tablazat: a centroid-inercia értékparok

Celntrodlok 1 5 3 4 5 6
Szama

Inercia 5.7099 |2.2981 | 1.6593 | 1.3609 | 1.1554 | 1.0023
Gyakorlati alkalmazasokban tehat célszeri azt a

klaszterszamot valasztani, mely felett az inercia

csOkkenésének mértéke mar erdteljes lassulast mutat.

Az algoritmus gyorsabb futdsa és az adatok konnyebb
abrazolasa érdekében a 2.5 fejezetben bemutatott PCA
algoritmust hasznaltam. A klaszterezés eredménye a 3.
abran lathato.

3. abra: a PCA dimenzidcsokkentés és a k-atlag klaszterezés
eredménye

Az abrazolas soran a kétdimenziosra csokkentett minta
értékparjait jelenitettem meg. Az x tengelyen az elsé
fékomponens, az y tengelyen pedig a masodik
fékomponens keriilt dbrazolasra, a koordinatak dimenzi6
nélkiilieck. A 3. abrab6l mar sejthetd, hogy az egyes
csoportok szorasa elég nagy is lehet, ezért a csoportok
radikalisabb  szétvalasztdsdhoz az LDA  eljarast
alkalmaztam.
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3.2 Klaszterek tovabbi vizsgalata LDA segitségével

Az LDA algoritmus egyik bemeneti paramétere a
diszkriminaland6 csoportok szama. Az el6z6 fejezetben
bemutattok alapjan ezt a paramétert a mintaban jelenlévo
klaszterek szama alapjan haromnak valasztottam. A linedris
diszkriminancia-analizis eredménye a 4. abran lathato.

4. dbra: az LDA eredménye

Az LDA eredményének 4brazolasa utan az egyes
csoportok szorasa még szembetlinébb. A csoportok
vizsgalata soran megallapitottam, hogy az adott
motortipuson beliili harom kiilonallé csoport az azonos, de
kiilonbozé  beszallitok  altal — gyartott, Ggynevezett
helyettesitd alkatrészeknek koszonhetd. Ezen alkatrészek
paraméterei  minimalisan  eltéréek  lehetnek. A
tovabbiakban az a csoportjaik kozéppontjatol tavolabb
elhelyezkedd egyedek (5. abra) vizsgalataval folytattam a
munkat.

5. abra: sz¢ls6séges egyedek a mintaban (piros nyillal
jelolve a példak)

3.3 A szélsdséges egyedek vizsgalata

A szEls6séges egyedek vizsgalata soran abrazoltam az
eredeti, dimenzidcsokkentés el6tti mérési értékeket, majd
ezeket Osszevettem a csoportok kozepébdl szarmazo,
atlagos egyedekkel.

Az abrazolas soran feltiint, hogy mig az atlagos mérések
nyomatékgorbéjének lefutasa a kezdeti meginditési
nyomatéktdl eltekintve egyenletes, periodikusan csdkkend
jellegli, addig a szélsGséges egyedekhez tartozd6 mérések
esetén az adott példany atlagos mérési értékeihez képest

extrém nagy, impulzusszerli ugrasokat, kilengéseket
tartalmaz a mérési gorbe. Az atlagos és a feltiind egyedek
méréseinek dsszehasonlitasa a 6. abran 1athato.

12 A1

11 A

10 A

E s
7 4
6 4
5 <
4 4
0 180 360 540 720 900 1080
8 4
7 4
6
5 4
4
0 180 360 540 720 900 1080
Szoghelyzet

6. abra: Egy feltiind (piros) és egy atlagos (z6ld) nyomaték gorbe
Osszehasonlitasa

A munkat a szélsséges egyedek beazonositasaval és
tovabbi vizsgalataval folytattam.

3.4 Feltiin6 egyedek vizsgalata

A beazonositas utan megvizsgaltam a feltiing példanyok
egyéb méréseit ¢€s amennyiben volt, utéomunka
jegyzOokonyveit. A mérési jegyzOkonyvek vizsgalata soran
kideriil, hogy a kovetkezd munkalépésben végrehajtott
mérés, a fotengely axialis irany( jatékanak mérése az
esetek nagy részében nem megfeleld, tirésen kiviili
eredménnyel zarult. A rossz fotengely axidlis iranya
jatékkal rendelkezd motorokat minden esetben javitdsra
keriilnek, mely soran az esetleges feltinéségeket, észlelt
hibakat jegyzokdnyvbe veszik. A jegyz6konyvek elemzése
soran kideriilt, hogy a jellegzetes nyomatékgorbével és nem
megfelel6 fotengely axialis iranyu jatékkal rendelkezd
motorok egy részében idegen anyagot, forgacsot vagy
egyéb szennyezOdést talaltak a fdtengely, illetve a
hajtokarcsapagyakban vagy csapagyhelyeken.

3.5 A feltiind egyedek szelektalasa DBSCAN eljarassal

A feltiind egyedek manudlis szelektalasa rendkiviil
iddigényes és aprolékos feladat lenne, ezért sziikséges a
folyamat automatizalasa, melyhez a DBSCAN algoritmust
hasznaltam.
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7. abra: a DBSCAN eredménye, az atlagos mérések pirossal, a rossz
mérések feketével abrazolva

A paraméterek megvalasztasa tapasztalati iton tortént,
majd az egyes csoportokat kiilon-kiilon elemezve
szétvalasztottam az atlagos és a jO méréseket. Az eljaras
soran kihasznaltam a DBSCAN azt a tulajdonsagat, hogy a
ritkdbban elhelyezkedé egyedeket egységesen zajként
osztalyozza, igy tehat két csoportra tudtam bontani a mérési
eredményeket. Az algoritmus szemléltetése a 7. abran
lathato.

A mintdk osztalyozdsa utdn mar lehetévé valt a
hibadetektal6 neuralis haldzat tanitasa.

3.6 Hibadetektalas LSTM neurdlis halozattal

A neurdlis halézatok feliigyelt tanitdsdhoz sziikséges a
tanitd adatok felcimkézése. Az adatok osztalyozasa is a
feliigyelt tanitds egy agazata, azonban esetiinkben a
megkiilonboztetni kivant osztalyok elemszama
nagymértékben eltér. A teljes minta csupan 2%-at teszik ki
a DBSCAN algoritmus altal rossznak osztalyozott
mérések, ezért a 2.9 fejezetben bemutatott LSTM id6sor
eldrejelzés segitségével azonositottam a hibas egyedeket
[13].

A tobbrétegli LSTM neuralis halozat tanitasakor a csak
a jo mérési eredményeket hasznaltam fel. Az eredeti
mintakbol 6t idolépéses eltolassal 1j tanitomintakat hoztam
létre. Az igy kapott 5 * 200 dimenzidés egyedekkel
feltanitott halozat kelléen nagy pontossaggal tudja
rekonstrudlni a bemenetére érkezo jel idébeli eltoltjat a
kimenetén. Mivel a halézat a hibas egyedekkel nem
talalkozott a tanitas soran, ezért a bemenetére érkez6 hibas
méréseket csak nagy hibaval tudja rekonstrudlni a
kimenetén. A be- és kimeneti jeleket egymashoz igazitva
szembetlind az eltérés. A potencidlisan idegen anyagot
tartalmazé motorok azonositasdhoz igy elegendd
kiszamolni a rekonstrukcidés hibat, példaul az atlagos
négyzetes hibat. A LSTM rekonstrukcié eredménye, illetve
a szamitott atlagos négyzetes hiba (RMSE) a 8., illetve a 9.
abran lathato.

RMSE:1.6177620571683309

—— Original
~— Predicted

OK

8. abra: jo mérési (piros) gorbe és rekonstrualtja (kék), RMSE: 1.6178

RMSE:5.042113697255469

— Original
—— Predicted

NOK

9. abra: rossz mérési (piros) gorbe és rekonstrualtja (kék), RMSE:
5.0421

4 KOVETKEZTETESEK

A fent bemutatott modszerek és eredményeik alapjan
kijelenthetd, hogy mar a legegyszertibb gépi tanulasi
madszerek is sikerrel alkalmazhatoak az iparban. A mérési
eredményekben rejlé mintdzatok €és nem ismert
Osszefliggéseik feltarasara segitségével a gyartasi folyamat
optimalizalhat6, a koltségek csokkenthetdek.

A Kklaszterezd eljarasok segitségével feltart csoportok
ravilagitottak az elméletben azonos, &m a gyakorlatban
kiilonb6zé  paraméterekkel rendelkezd, helyettesitd
alkatrészek kozotti kiilonbségekre. Ezek az eredmények
remek kiindulasi lehetdséget jelentek a késébbi termék- és
gyartasoptimalizalashoz.

Az adatok csoportositasa és abrazolasa felismerhetové
tette, hogy ugyan az egyes mérések értékei a
toleranciasavon beliill mozognak, &m bizonyos egyedeknél
a nyomatékgorbe lefutasanak jellege jelentGsen eltérhet az
atlagos mérési eredményekétél. Ezek a szélsOséges
egyedek, illetve mérési eredményeik indikatorai lehetnek
egy késobbi hibds mérésnek vagy akar a motor
meghibasodasanak. Az eredmények kiértékelésének
optimalizalasaval cs6kkenthet6 a selejtarany, az utdomunka
okozta id6veszteség és az egyéb koltségek.

A szélsOséges egyedek automatikus szelektalasara
kivalo lehetdséget nyljt a DBSCAN algoritmus.
Hasznalata egyszerli, nem igényel eldzetes ismeretet az
adathalmazrél. Alkalmazésa segitségével az adatok
konnyen felcimkézhetdek, ezaltal a feligyelt tanulés elsd

lépéseként  kivaldoan  alkalmazhatdo  szabalytalan,
tobbdimenzios adatok esetén.
A feltart ¢és szelektalt szélséséges egyedekkel

kapcsolatos adatok feldolgozasanak egyik Ilehetséges
buktatdja az emberi tényezd. A jegyzokonyvek és
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hibaleirasok hanyag, illetve hianyos kitoltése rendkiviili
modon megnehezitheti az adatok kiértékelését és az
Osszefliggések feltarasat. Az emberi adatgyijtés tehat
szabalyozott kereteket, illetve rendkiviili fegyelmet és
odafigyelést igényel. A standardok kialakitasa és betartasa
fontos az adatrogzitésnél is.

Az LSTM halozatok egy lehetséges alkalmazasi
lehetGsége az iddsorok eldrejelzésére €s osztalyozasara. Ha
viszonylag kevés minta 4all rendelkezésre egy adott
csoportbol, a fent bemutatott modszer segitségével
konnyen osztalyozhatjuk az egyes méréseket. A
potencialisan gyanis mérések korai észlelése segit az
idegen anyag okozta csapagykaros motorkiesések
elkeriilésében, igy mindségi javulas és koltségesokkenés
érhetd el.

A gépi tanulasi modszerek tehat hatalmas potenciéllal
rendelkeznek az autdipar és az egyéb ipari szektorok
teriilletén is. A fent bemutatott és tovabbi szamitasi
intelligencia modszerek alkalmazasi teriiletei és lehetdségei
tovabbi kutatasokat igényelnek a témaban.

5  OSsSzEGZES

Munkdm soran egy belsé ¢égésli motorokat gyartd
szereldei gyartosor méréséi eredményeit elemeztem gépi
tanuldsi modszerekkel. A kutatds célja a fGtengely
atforgatasi nyomatékanak mérése és a csapagykarral jard
motorhibak kozotti Osszefiiggések feltardsa volt. A
kutatasban csak a jonak értékelt mérési eredményeket
hasznaltam fel.

Az adatok mesterséges intelligenciaval torténd
elemzéséhez az elsddleges feladat az adatok szelektalasa és
rendezése volt. Ez a gépi tanulasi modszerek egy sarkalatos
pontja. Az eldfeldolgozas tovabbi lépéseiben sziikséges
volt az adatok normalizalasa és a dimenzidcsokkentés is,
melyek  segitségével a mesterséges intelligencia
algoritmusok teljesitménye és pontossaga javithato, tanitasi
sebessége gyorsithato.

Az adatok szlrése és elofeldogozasa utan a mintat
kiilonboz6 klaszterez6 eljarasokkal vizsgalva
meghatdroztam a mintdban fellelhetd, az adott
motortipuson belili kiillonbozé csoportok szamat. Az egy
tipuson beliili alcsoportok, melyek a kiilonb6z6 helyettesitd
alkatrészekkel ~ szerelt  motorokat  reprezentaljak,
megallapitottam, hogy a csoportjaiktél tavol esd,
sz€ls6séges egyedek mérési gorbéi eltérést mutatnak az
atlagostol.

Az  egyes egyedeket azonositottam és a
nyomatékgorbéket a  reklamacios és  utomunka
jegyzokonyvekkel,  valamint  egyéb  mérésekkel

Osszehasonitva megallapitottam, hogy az esetek nagy
részében a fotengely axialis iranya jatékanak mérése nem
megfeleld, illetve a motorok utdmunkaja soran a fotengely,
vagy a hajtokarcsapagyakban idegen anyagot talaltak. A
feltart jelenség ismeretében megtanitottam egy LSTM
neuralis halézatot a jo mérési gorbék pontos
rekonstrualasara. A halozat a rossz mérési gorbéket viszont
nagy hibaval rekonstrualja, igy a rekonstrukcios hiba
kiszamitasanak a segitségével a hibas mérések valos
id6ben, automatizalt modon detektalhatova valtak.

A feltart osszefliggések és modszerek segitségével tehat
az idegen anyag jelenléte a bels6 égésti motorok fotengely-
és hajtokarcsapagyaiban elére jelezhetd, igy jelentds
mindségjavulas és koltségesokkentés érhetd el, épp ezért a

mesterséges intelligencia tovabbi ipari alkalmazésai és a
modszerek tokéletesitése tovabbi kutatasokat igényel.
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